PRACE NAUKOWE Akademii im. Jana Dlugosza w Czestochowie

% Technika, Informatyka, Inzynieria Bezpieczenstwa 2013, t. 1

Artur Gola
Akademia im. Jana Dtugosza
Al. Armii Krajowej 13/15, 42-200 Czestochowa, e-mail: a.gola@ajd.czest.pl

EA-MOSGWA - NARZEDZIE DO WYZNACZANIA
PRZYCZYNOWYCH GENOW W BADANIACH GWAS

Streszczenie. Praca przedstawia aktualny stan rozwoju programu EA-MOSGWA. Jest
to narzedzie stuzace do wyznaczania przyczynowych genéw w badaniach asocjacyjnych
catego genomu (ang. Genome Wide Association Studies, GWAS). Badania GWAS maja
na celu okreslenie genéw, ktére moga by¢ odpowiedzialne za réznego rodzaju choroby
genetyczne (np. rak, cukrzyca), a takze gendw, ktére wptywaja na dana cechg, np.
wzrost lub wage. Sprowadzaja si¢ one do przebadania wielu tysigcy polimorfizméw
pojedynczego nukleotydu (ang. Single Nucleotide Polymorphism, SNP) i powigzaniu
ich (pojedynczych lub grupy SNP-6w) z przypadkami klinicznymi oraz mozliwymi do
zmierzenia cechami. Bardzo wazne w tego typu badaniach jest okreslenie jak najwiek-
szej liczby przyczynowych SNP6w (ang. True Positive) przy jednoczesnej minimaliza-
cji liczby fatszywych SNP-6w (ang. False Positive), czyli takich, ktére w rzeczywisto-
$ci nie sg przyczynowymi, a program zaklasyfikowal je jako przyczynowe. W pracy
przedstawiono wyniki symulacji, ktére pokazuja, ze zaproponowany algorytm ma dobre
wlasciwosci dotyczace dwdch badanych parametréw statystycznych.

Stowa kluczowe: algorytm ewolucyjny, badanie asocjacyjne catlego genomu, regresja
liniowa.

Wprowadzenie

Praca przedstawia aktualny stan rozwoju programu EA-MOSGWA - na-
rzgdzia przeznaczonego do wyznaczania przyczynowych genéw w badaniach
asocjacyjnych catego genomu. Jest ono opracowywane w Zakladzie Informaty-
ki Stosowanej Akademii im. Jana Diugosza w Czgstochowie, we wspdtpracy
z Politechnika Wroctawska i Uniwersytetem Medycznym w Wiedniu. Planowa-
ne jest rowniez dotgczenie tego narzgdzia w formie modutu do wigkszego, bar-
dziej rozbudowanego programu MOSGWA, ktéry od kilku lat jest rozwijany na
Uniwersytecie Medycznym w Wiedniu i Politechnice Wroctawskiej. Program
MOSGWA (skrét od Model Selection for Genome Wide Associations) jest za-
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awansowanym narzedziem, ktére stuzy do wyznaczania przyczynowych gendéw
w badaniach catego genomu. Posiada kilka zaimplementowanych metod wybo-
ru modelu oraz daje mozliwo$¢ dotgczania nowych metod. Prezentowany
w artykule program rozszerza mozliwosci programu MOSGWA o nowg metodg
wyboru modelu, ktéra korzysta ze zmodyfikowanego algorytmu ewolucyjnego
(ang. Evolutionary Algorithm) [4, 7], stad nazwa programu EA-MOSGWA.

Program MOSGWA ma réwniez zaimplementowanych wiele funkcji,
ktére sa niezbgdne przy implementacji nowych metod stuzacych do identyfika-
cji przyczynowych genéw. Miedzy innymi naleza do nich: odczyt plikéw
z danymi wejSciowymi, wykonanie testéw na pojedynczych markerach (ang.
Single Marker Test) i wyznaczenie p-wartosci, ocena modelu wedlug jednego
z dostepnych kryteriéw, obliczenie korelacji pomiedzy markerami, zapis wyni-
kéw w formacie Matlaba lub R. Wszystkie te funkcje zostaty wykorzystane
w programie EA-MOSGWA.

Przeglad dostepnych metod

Na obecnym stanie rozwoju EA-MOSGW A umozliwia wyznaczenie gru-
py SNP-6w przyczynowych, korzystajac z regresji liniowej oraz kryterium
Bayesa (ang. Bayesian Information Criterion, w skrécie BIC) i jego modyfika-
cji mBIC2 [2, 3] do oceny otrzymywanych rozwigzan.

Obecnie mozna wyrdzni¢ kilka gtéwnych nurtéw w badaniach asocjacyj-
nych calego genomu: z uzyciem metod opartych na kryterium Bayesa [2, 3, 6],
z uzyciem metody Monte Carlo z wykorzystaniem tancuchéw Markowa (ang.
Markov Chain Monte Carlo, MCMC) [5] oraz z metody lasso potaczonej z wa-
lidacja krzyzowa [8]. Przeglad najnowszych metod mozna znalez¢ w pracy [1].

Podstawy teoretyczne

Program EA-MOSGWA jest przeznaczony do identyfikacji SNP-6w
sprzezonych z zadang cechg ilo§ciowg. Oznaczajac miar¢ cechy osobnika i jako
v, gdzie i € {1, ..., n}, oraz przyjmujac kodowanie wartosci genotypu dla p
SNP-6w, jako x; € {-1, 0, 1},j € {1, ..., p}, mozemy opisa¢ model regresji li-
niowej rownaniem:

Y=t 3 x, ke
S S

)

gdzie y oznacza miejsce przeciecia prostej z osia ¥, M oznacza model — pod-
zbiér markeréw (SNP-6w), ktére maja wplyw na badang ceche, natomiast
sktadnik ¢; oznacza btad o rozktadzie normalnym N(O, ).
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Wybdr najlepszego modelu regresji liniowej i w efekcie lokalizacja istot-
nych genéw wymaga zastosowania kryterium, na podstawie ktérego modele sg
oceniane. W programie EA-MOSGWA zastosowano zmodyfikowane Bayesow-
skie kryterium informacyjne (ang. modified Bayesian Information Criterion,
mBIC2) [3]:

mBIC2 = n log RSS + k log n + 2k log(p/4) — 2 log(k! 2)

gdzie k oznacza rozmiar ocenianego modelu, n liczbe osobnikéw, p liczbe
SNP6w.

Z informatycznego punktu widzenia znalezienie rozwigzania sprowadza
si¢ do sprawdzenia wszystkich podzbioréw zbioru p-elementowego, co oznacza
ztozono$¢ wyktadniczg. Poniewaz w rzeczywistych przypadkach liczba SNPow
moze osigga¢ wartos$¢ rzedu 1 000 000, metoda brutalna nie zdaje egzaminu.

W celu wytypowania przyczynowych SNP-6w program EA-MOSGWA
wykorzystuje losowy algorytm przeszukiwania przestrzeni rozwigzan, ktéry jest
oparty na algorytmie ewolucyjnym oraz korzysta z mBIC2 do oceny rozwigzan
posrednich i ukierunkowania przeszukiwan w rejony przestrzeni rozwigzan,
ktére sg najbardziej obiecujace.

Implementacja

Idea dziatania algorytméw ewolucyjnych jest zaczerpnigta z obserwacji
rozwoju gatunkéw w srodowisku naturalnym, gdzie nastgpne pokolenie jest
lepiej przystosowane do warunkéw srodowiska, w jakich przebywa. W przy-
padku programu komputerowego zasada ta sprowadza si¢ do tworzenia lep-
szych rozwiazan, przy wykorzystaniu w tym celu rozwiazan juz istniejagcych
[4, 7]. Zmodyfikowany algorytm ewolucyjny zastosowany w EA-MOSGWA
pracuje na populacji osobnikéw, ktérej rozmiar jest staly i wynosi n. Osobnik
jest odpowiednikiem modelu i zarazem stanowi potencjalne rozwiagzanie zada-
nia.

Algorytm uzyty w programie EA-MOSGWA bazuje na algorytmie
memetycznym (ang. Memetic Algorithms, MA) przedstawionym w pracy [2].
Zostal on zaimplementowany w programie Matlab i przeznaczony jest do pracy
na populacjach eksperymentalnych, gdzie bada si¢ duzo mniej markeréw, do
300. Najwazniejsze r6znice pomi¢dzy tymi algorytmami zostaty opisane w pa-
ragrafach: Tworzenie populacji poczatkowej; Mutacja; Lokalne ulepszanie mo-
delu; Rekombinacja.

Zasada dziatania algorytmu jest przedstawiona na rysunku 1. Po urucho-
mieniu algorytm tworzy populacje poczatkowa. Nastgpnie w kazdej iteracji
tworzone sg nowe osobniki. Wybdr osobnikéw do procesu reprodukcji nastgpu-
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je w metodzie selekcji. Z duzym prawdopodobiefistwem p. w procesie rekom-
binacji jest generowany nowy osobnik. Jezeli nie dochodzi do rekombinacji, to
do dalszego etapu przechodzi lepiej oceniany osobnik. Z matym prawdopodo-
bienstwem p,, nowy osobnik ulega mutacji. W koncowym etapie potomek ten
poddawany jest procesowi lokalnego ulepszenia, a nastepnie jest oceniany
i poréwnywany z najgorzej ocenianym osobnikiem w populacji. Jezeli nowy
osobnik jest lepiej oceniany niz najgorszy osobnik w populacji, to go zastgpuje.
Algorytm konczy prace, jezeli w ustalonej liczbie maxNoProgresslterations
iteracji nie nastagpi utworzenie lepszego modelu niz B najlepszych modeli
w populacji.

W przeciwienstwie do tradycyjnych algorytméw ewolucyjnych prezen-
towany algorytm nie tworzy odrebnej populacji zawierajacej osobniki powstate
w wyniku operacji genetycznych, ale na biezaco zastepuje najgorsze osobniki
nowo powstatymi, lepszymi osobnikami.

Reprezentacja rozwiazan

W algorytmach ewolucyjnych stosuje si¢ kodowanie rozwigzan, ktore jest
najlepiej dostosowanie do danego problemu. W naszym przypadku rozwigzaniem
jest zbiér numeréw SNP-6w, ktére program zaklasyfikuje jako przyczynowe.

Tworzenie populacji poczatkowej

Pierwsza operacja wykonywana przez algorytm ewolucyjny jest utworze-
nie populacji poczatkowej. Najprostsza metodg jest utworzenie rozwigzan
w sposéb losowy. W kolejnych krokach potencjalne rozwigzania z populacji
poczatkowej sa ulepszanie, az algorytm zbiegnie si¢ do rozwigzania koncowe-
go. Prace algorytmu mozna przyspieszy¢, stosujagc metody, ktére utworzg popu-
lacje poczatkowa z osobnikéw lepszych niz te wygenerowane w sposéb losowy.

W proponowanym narzedziu do utworzenia populacji poczatkowej sto-
sowana jest zachtanna metoda ForwardSelection, ktéra jest zaimplementowana
w programie MOSGWA. Wymaga ona wczes$niejszego obliczenia p-warto$ci
z klasycznych testéw Studenta (obliczenie te s3 wykonywane przez funkcje
SingleMarkerTest zaimplementowang w programie MOSGWA) i posortowania
wszystkich SNP-6w rosnaco wzgledem p-wartos$ci. Metoda ForwardSelection
dodaje kolejno do modelu takie markery, ktére minimalizujg funkcj¢ BIC:

BIC =nlog RSS + klogn 3)
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Rys. 1. Schemat blokowy algorytmu zastosowanego w programie EA-MOSGWA
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Zaczyna od SNP-6w, ktére maja najmniejsze p-wartosci. Rozmiar modeli two-
rzonych w populacji poczatkowej zostat ograniczony do 150 SNP-6w. Dodat-
kowo, jezeli jaki$ marker zostat dodany do jednego modelu, to nie jest dodawa-
ny do innego. Warunek ten gwarantuje duza réznorodno$¢ markeréw w popula-
cji poczatkowe;.

Metoda ta catkowicie rézni si¢ od tej zastosowanej w algorytmie meme-
tycznym [2]. W przypadku MA osobniki sg wybierane losowo, ale w oparciu
or6zne prawdopodobienstwa markeréw dla poszczegdlnych chromosomow.
W tym celu tworzony jest model, na postawie ktérego obliczane sg te prawdo-
podobienstwa.

Metoda selekcji

Jako metoda selekcji zostala zastosowana klasyczna metoda selekcji tur-
niejowej z liczba uczestnikow rowng 2. Oznacza to, ze w sposob losowy, z ta-
kim samym prawdopodobienstwem, sg wybierane dwa osobniki z populacji.
Zwycigzcg turnieju jest model o lepszej ocenie, czyli z mniejszg warto$cig
mBIC2. Przy pomocy metody turniejowej wybierane sg dwa rézne osobniki —
rodzice. Z nich w procesie rekombinacji powstaje nowe rozwigzanie.

Rekombinacja

Proces rekombinacji przebiega w dwdch etapach. Oznaczmy przez S; 1 S,
zbiory markeréw nalezacych do obu rodzicéw, przez S; = S; N S, przecigcie
zbioréw, przez Sy = S; U S, sume zbioréw, natomiast przez Sp = Sy / S; réznice
symetryczng zbioréw. Na pierwszym etapie tworzony jest model wejsciowy ze
SNP6w ze zbioru S;. Nastepnie tworzone sa i oceniane wszystkie mozliwe mo-
dele powstatle w wyniku dodania do modelu wej$ciowego jednego SNP-a ze
zbioru Sp, za kazdym razem innego. Na przyktad niech S; = {S;, S>}, Sp = {S;,
Ss4 Ss}. W kroku pierwszym zostang utworzone nast¢pujace modele: {S;, S»,
S3}. {81, Sz, S4), {S1, So, Ss}. Jezeli najlepszy z tych modeli jest lepiej oceniany
od modelu wej$ciowego, to zastepuje model wejsciowy, a ze zbioru Sp usuwany
jest SNP, ktéry spowodowal ulepszenie modelu wejsciowego. Operacja ta jest
powtarzana dopdki nastepuje ulepszenie modelu wejsciowego 1 zbidr Sp nie jest
pusty. W ten sposéb powstaje pierwszy model.

Drugi model wej$ciowy jest utworzony ze SNPOw ze zbioru Sy, z ktérego
pojedynczo usuwane sg SNPy nalezace do zbioru Sp. W ten sposob sprawdzane
sa wszystkie modele o rozmiarze o jeden mniejszym od modelu wejsciowego.
Na przyktad niech S; = {S;, Sz}, Sp = {S;, S4 S5}, Sy = {S1, Sz, S35, S4 Ss}.
W kroku pierwszym zostang utworzone nastepujace modele: {S;, Sz, S4 Ss},
{S1, 82, S5, S5}, {S1, Sz, S5, S4}. Jezeli najlepszy z tak utworzonych modeli jest
lepszy od modelu wejSciowego, to go zast¢puje, a ze zbioru Sp usuwany jest
SNP, ktéry spowodowat ulepszenie modelu wejsciowego. Cata operacja jest
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powtarzana dopdki nastgpuje poprawa lub sprawdzono wszystkie SNP-y
i w modelu wejéciowym pozostaty tylko SNP-y ze zbioru ;.

W procesie rekombinacji lepszy z dwéch modeli, ktére powstaty podczas
pierwszego i drugiego etapu, jest zwracany jako wynik rekombinacji.

Algorytm memetyczny [2] wyznacza model wynikowy wylacznie na
podstawie etapu pierwszego.

Mutacja

Mutacja moze przebiega¢ na dwa sposoby, ktére zachodzg z takim sa-
mym prawdopodobiefstwem 0,5: nowy marker moze by¢ dodany do modelu
lub jeden z marker6w moze by¢ usunigty z modelu. W przypadku operacji do-
dania, nowy marker jest wybierany w sposéb losowy. Jezeli jednak jest on sko-
relowany powyzej wartosci 0,5 z jednym ze SNP-6w, ktére sa w modelu, to
operacja wyboru nowego markera jest powtarzana. Jezeli w 1000 prébach nie
uda si¢ znalez¢ markera skorelowanego ponizej wartosci 0,5 z kazdym ze SNP-
6w z modelu, to metoda mutacji konczy dziatanie.

W przypadku usuwania jeden losowo wybrany marker jest usuwany
z modelu. Jezeli w modelu jest tylko jeden marker, to jest on zastgpowany in-
nym, losowo wybranym markerem.

W stosunku do algorytmu MA[2] klasyczna odlegltos¢ miedzy genami
zostata zastgpiona wspélczynnikiem korelacji. Jest to spowodowane faktem, ze
w populacjach ludzkich nie ma bezposredniej zaleznosci miedzy odlegtoscia
a korelacjg i czgsto dobry substytut dla aktualnie badanego genu znajduje si¢
w znacznej od niego odlegtosci.

Lokalne ulepszanie modelu

Metoda lokalnego ulepszenia robi uzytek ze skorelowanej struktury mar-
keréw. SNP-y skorelowane ze sobg sg zwigzane z tg sama cecha. Jezeli w mo-
delu znalazt si¢ SNP przyczynowy, to wéréd SNP-6w, ktére sa z nim skorelo-
wane, mozna szuka¢ gléwnego reprezentanta grupy skorelowanych SNP-6w,
dla ktérego kryterium mBIC2 przyjmuje wartos¢ minimalng. W metodzie tej
staramy si¢ ulepszy¢ model poprzez zastapienie danego markera kolejno marke-
rami z nim skorelowanymi, podczas gdy pozostale markery zostaja bez zmian.
Po znalezieniu lokalnego minimum dla pierwszego SNP-a z ulepszanego mode-
lu, powtarzamy operacje szukania dla kolejnego SNP-a. Prezentowane narzg-
dzie rozpatruje SNP-y, ktére sa w najblizszym sgsiedztwie rozpatrywanego
SNP-a (w oknie o rozmiarze 50 najblizszych SNP-6w) i s3 z nim skorelowane
powyzej 0,5.

Gtéwna réznica pomiedzy MA i EA polega na tym, ze EA-MOSGWA
bierze pod uwage tylko markery skorelowane powyzej 0,5 z ulepszanym marke-
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rem 1 ktore znajdujg si¢ ograniczonej odlegtosci — oknie, natomiast MA nie
uwzglednia korelacji i bierze pod uwage kolejne markery dopdki ich uzycie
powoduje poprawe ulepszanego modelu.

Wyniki eksperymentalne

Symulacje komputerowe z uzyciem programu EA-MOSGWA zostaty
wykonane na zbiorze danych liczacym 23171 SNP-6w pochodzacych z 4077
osobnikow.

Model przyczynowy

Zostalo wybranych 15 SNP-6w ze zbioru danych wejsciowych. Odle-
gto$¢ pomigdzy dwoma kolejnymi SNP-ami w chromosomie wynosita okoto
1600 markeréw, co gwarantowato brak korelacji pomiedzy SNPami przyczy-
nowymi. Warto$¢ £ dla pierwszego SNP-a zostata ustalona na poziomie 0,05,
dla kolejnych byta zwigkszana o 0,01. Model przyczynowy przedstawiony jest
w tabeli 1. Dla tak przygotowanego modelu zostaty wyliczone wartosci y; Przy-
gotowatem 100 zestawdw Y, w ktorych warto$ci y; zostaty zaburzone losowymi
warto$ciami wprowadzonymi przez sktadnik e;.

Tab. 1: Model przyczynowy

Nr SNPId Chr Pos beta pl\Z' ;:E:rs}tfie
11 | SNP_A-2131632 6 178750 | 0,05 0

1598 | SNP_A-1878303 6 7933820 | 0,06 0

3193 | SNP_A-2011614 6 18208311 | 0,07 0

4785 | SNP_A-2202251 6 29364399 | 0,08 0

6382 | SNP_A-2274313 6 38877662 | 0,09 0

7979 | SNP_A-1922555 6 50397222 | 0,1 0

9575 | SNP_A-2036796 6 67343887 | 0,11 0

11169 | SNP_A-2255660 6 80036419 | 0,12 0

12769 | SNP_A-4299403 6 91988235 | 0,13 0

14363 | SNP_A-1987116 6 106144553 | 0,14 0

15962 | SNP_A-2198701 6 119295855 | 0,15 0

17557 | SNP_A-1819906 6 132321533 | 0,16 1.2586e-21

19146 | SNP_A-4212041 6 145770626 | 0,17 0

20748 | SNP_A-1841537 6 156216697 | 0,18 0

22343 | SNP_A-4212125 6 165741341 | 0,19 0
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Parametry algorytmu ewolucyjnego

Algorytm zostat uruchomiony z nastgpujacymi parametrami:

modelsNo = 10 — rozmiar populacji;

maxNoProgresslter = 1000 — kryterium stopu. Jezeli nie nastapi poprawa wsroéd
B najlepszych osobnikéw w populacji w ciggu 1000 iteracji;

B = 10 liczba okre$lajaca najlepsze osobniki, ktére sg brane pod uwage w kryte-
rium stopu;

pCross = 0,95 — prawdopodobienstwo rekombinacji

pMutation = 0,25 — prawdopodobienstwo mutacji

tournamentSize = 2 — rozmiar turnieju

Scenariusze symulacji

Symulacje zostaly przeprowadzone wedlug dwdch scenariuszy. Pierwszy
scenariusz miat za zadanie sprawdzenie, czy zastosowany algorytm zbiega si¢ do
najlepszego rozwigzania oraz dla jakich warto$ci f potrafi znalezé SNP-y przy-
czynowe. SNP-y o mniejszych wartosciach f sa trudniejsze do zlokalizowania.
Zostato wykonanych 100 symulacje na tym samym zestawie fenotypow (y;).

Drugi scenariusz miat za zadanie sprawdzi¢, czy program bedzie dziatat
skutecznie w sytuacji, gdzie dane wej$ciowe sg zaburzone. Zostalo wykonanych
100 symulacji, kazda na innym zestawie fenotypéw, ktoére nieznacznie réznity
si¢ miedzy sobg wartoscia ¢;.

Wyniki

Najwazniejszymi wynikami algorytmu sa: liczba poprawnie wykrytych
SNP-6w przyczynowych nazywana moca (ang. Power), wspdtczynnik fatszy-
wych odkry¢ (ang. False Discovery Rate, w skrécie FDR) oraz liczba fatszy-
wych odkry¢ (FD). Moc wyraza si¢ wzorem:

POWER = TP/M¢ 4
gdzie TP — liczba wykrytych przyczynowych SNP-6w, M. — liczba SNP-6w
w modelu przyczynowym.

Wspétczynnik fatszywych odkry¢ oblicza si¢ ze wzoru:
FDR = FP/TP + FP) 5)

gdzie FP — liczba fatszywych odkry¢€. Liczba fatszywych odkry¢ jest réwna FP.

SNP jest traktowany jako True Positive jesli program zaklasyfikowat do-
ktadnie SNP-a przyczynowego lub SNP-a, ktéry jest z nim skorelowany powy-
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zej 0,5. Jezeli ze SNPem przyczynowym jest skorelowanych wigcej niz jeden
SNP, to jeden z nich jest traktowany jako True Positive, natomiast pozostate sg
traktowane jako False Positive.

Tab. 2: Wyniki EA-MOSGWA dla pierwszego i drugiego scenariusza

Scenariusz pierwszy

Scenariusz drugi

Liczba Liczba
POWER | FDR | falszywych | POWER FDR falszywych

SNP-6w SNP-6w
Srednia 0,6667 | 0,0891 0,9800 0,6246 0,0434 0,4600
Maksimum | 0,6667 | 0,0909 1,0000 0,8000 0,2222 3,0000
Minimum 0,6667 0,000 0,0000 0,4666 0,0000 0,0000
Odch. 0,000 0,0128 0,1407 0,0818 0,0657 0,7166
stand.

Tab. 3: Czg¢stos¢ wykrywania przyczynowych SNP-6w w obu scenariuszach

B scenariusz I scenariusz I1
0.05 0 0
0.06 0 3
0.07 0 8
0.08 0 19
0.09 0 31

0.1 69 46
0.11 100 71
0.12 100 80
0.13 100 82
0.14 100 93
0.15 100 99
0.16 100 100
0.17 100 88
0.18 100 100
0.19 100 100

Tabela 2 przedstawia wyniki dla obu scenariuszy. Zawiera $rednig, war-
to$¢ maksymalng, minimalng oraz odchylenie standardowe. Natomiast tabela 3
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przedstawia liczbe prawdziwych odkry¢ dla obu scenariuszy. Wykres mocy dla
scenariusz pierwszego zostal przedstawiony na rysunku 2, a dla scenariusza
drugiego na rysunku 3.
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Rys. 2. Wykres mocy (POWER) dla pierwszego scenariusza
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Rys. 3. Wykres mocy (POWER) dla drugiego scenariusza

Wyniki pierwszego scenariusza potwierdzity zdolno$¢ algorytmu do
zbiegania si¢ do optymalnego rozwigzania. EA-MOSGWA potrafi poprawnie
wykrywa¢ SNP-y przyczynowe, ktére maja wspdtczynniki £ na poziomie 0,1.
Program generuje stabilne wyniki. Dla niewielkiej liczby symulacji algorytm
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nie zaklasyfikowal Zadnego fatszywego SNP, o czym $wiadczy mate odchyle-
nie standardowe. Natomiast w wiekszosci przypadkéw liczba zaklasyfikowa-
nych fatszywych SNP-6w wynosita 1.

W przypadku drugiej symulacji wyniki sa nieznacznie gorsze, moc
zmniejszyla si¢ o ok. 4%. Zwigkszyta si¢ natomiast liczba falszywych odkry¢ —
do 3 SNP-6w. Przyczyng sa wprowadzone zréznicowane zaburzenia wartosci y;.
Jednak najlepszy wynik jest na poziomie 80% poprawnych odkry¢. W obu
przypadkach modele wyznaczone przez EA-MOSGWA byty lepiej oceniane
(mniejsze warto$ci mBIC2) wedlug zmodyfikowanego kryterium Bayesa niz
przyczynowy model. Dla modelu przyczynowego mBIC2 wynosit 34109,37,
natomiast proponowany algorytm w pierwszym scenariuszu osiagnal Srednig
wartos¢ mBIC2: 34090,91. Tabela 4 przedstawia warto§ci mBIC?2 dla drugiego
scenariusza. Oznacza to znaczny wplyw skladnika €; wystepujacego w réwnaniu
(1), ktéry wprowadza dodatkowe zaburzenia do danych wej$ciowych na wiel-
ko$¢ mBIC2.

Tab. 4: Poréwnanie mBIC2 modelu przyczynowego i wyznaczonego przez EA-MOSGWA

EA-MOSGWA Model przyczynowy
Srednia 34119,695 34170,054
Maksimum 34323,700 34383,200
Minimum 33924,000 33986,300
Odchylenie standardowe 83,150 85,450
Podsumowanie

Otrzymane wyniki potwierdzaja prawidlowos¢ zastosowanych rozwigzan
oraz uzyteczno$¢ prezentowanej metody w badaniach asocjacyjnych calego
genomu. O ile EA-MOSGWA potrafi wykrywaé markery przyczynowe o nie-
wielkich wartosciach f, to na ich podstawie nie mozna oszacowaé stopnia nie-
pewnosci, ktéry charakteryzuje kazda decyzje statystyczng. Jest to bardzo waz-
ne, poniewaz pracujac z danymi rzeczywistymi, nie znamy SNP6w przyczyno-
wych a powinni$my okre$li¢, w jakim stopniu ufamy otrzymanym wynikom.
Jest to jednak tematem dalszych prac nad algorytmem.
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EA-MOSGWA - ATOOL FOR IDENTIFYING CAUSAL
GENES IN GENOME WIDE ASSOCIATION STUDIES

Abstract

This paper presents the current stage of the development of EA-MOSGWA - a tool for
identifying causal genes in Genome Wide Association Studies (GWAS). The main goal
of GWAS is to identify genes which are causal for a particular disease and also genes
which may be responsible for a given trait, e.g eyes color. The studies conduct to
examine hundred of thousand Single Nucleotide Polymorphisms (SNP) and assign them
to clinical cases or the measurable traits.

Very important in this kind of research is to identify as many causal SNP as possible
while minimizing the number of false SNPs. A false positive SNP is a SNP which in
fact is not causal and the program has classified him as a causal. I present the results of
the simulation study, which show that the proposed algorithm has good properties with
respect to these two statistical parameters. I present the results of the simulation study,
which show that the proposed algorithm has good properties with respect to these two
statistical parameters.

Keywords: Evolutionary Algorithm, Genome Wide Association, linear regression.



